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前言


随着互联网行业的高速发展，人们获取信息的方式越来越多，从主动获取信息逐渐变为被动接收信息，信息量也呈爆发式增长。因此，人们已经从信息匮乏时代进入信息“过载”时代。人们对信息获取的有效性和针对性的需求随之出现，推荐系统也应运而生。推荐系统就是互联网时代的一种信息检索工具，推荐系统的任务就是连接用户和信息，创造价值。

推荐系统从20世纪90年代开始出现，逐渐成为一门独立的学科，并且在学术界和工业界应用中都取得了诸多成果。本书主要讲解目前学术界和工业界的一些主流、常用的推荐方法和工具。

首先从基础开始，介绍数学基础、具体的推荐系统，以及常用的推荐算法工具，包括目前主流的工具Sklearn、Spark MLlib、TensorFlow，并且介绍效率提升工具Zeppelin Notebook和Jupyter Notebook。

随后讲解推荐系统中的召回算法，包括常见的协同过滤和Word2vec两个算法，并且介绍这两个算法在Spark、TensorFlow主流工具中的实现。

接着讲解推荐系统中的排序算法——线性模型，包括常见的逻辑回归和 FM 两个算法，并且介绍这两个算法在Sklearn、Spark、TensorFlow主流工具中的实现。

然后讲解推荐系统中的排序算法——树模型，包括常见的随机森林、GBDT、GBDT+LR、集成学习算法以及最近出现的深度森林算法，并且介绍各个算法在Sklearn、Spark、TensorFlow主流工具中的实现。

之后讲解推荐系统中的排序算法——深度学习模型，包括深度学习在推荐算法中的应用、常见的DNN算法以及最近出现的DeepFM、Wide ＆ Deep、YouTube推荐模型等，并且介绍各个算法在TensorFlow工具中的实现。

最后讲解电商平台的商品召回、音乐的评分预测、Kaggle竞赛Outbrain的点击率预估和电商商品点击率预估4个推荐算法的实践案例，并且讲解在Notebook上进行代码开发的实践案例和算法调试的实践案例。

本书主要对推荐系统中的常见方法和工具进行全面讲解，并且配合讲解算法原理、实现以及案例，通过本书可从基础到实践全面掌握推荐系统中的推荐算法。

学习本书内容需要具备以下基础：Python 基础知识、Spark 基础知识、TensorFlow 基础知识、Scala基础知识、线性代数基础知识等。

本书面向以下各类读者：机器学习工程师、数据挖掘工程师、大数据工程师、各高校的研究生和高年级本科生等。

本书学习指南
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续表
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在本书的编写过程中，参考了一些国内外文献，主要如下。

【第1章】1.4节“优化方法”，参考了张志华审校的《深度学习》一书中的第8章（英文版是由Ian Goodfellow、Yoshua Bengio和Aaron Courville编写的Deep Learning）。

【第5 章】5.1 节“Word2vec 算法”，参考了 Xin Rong 在 2016年发表的论文 Word2vec Parameter Learning Explained。

【第6章】6.1节“逻辑回归算法”，参考了李航编写的《统计学习方法》的第6章。

【第7章】7.1节“FM算法”，参考了美团技术文章《深入FFM原理与实践》、Steffen Rendle在 2010 发表的论文 Factorization Machines、Yu-Chin Juan 在 2016年发表的论文 Field-aware Factorization Machines for CTR Prediction。

【第9章】9.1节“GBDT+LR算法”，参考了He Xinran在2014年发表的论文Practical Lessons from Predicting Clicks on Ads at Facebook。9.2节“深度森林算法”，参考了周志华在2018年发表的论文Deep Forest:Towards an Alternative to Deep Neural Networks。

【第11章】11.2.2节“Attention机制”，参考了Colin Raffel在2016年发表的论文Feedforward networks with attention can solve some long-term memory problems。

【第12 章】参考了 Heng-Tze Cheng 在 2016年发表的论文 Wide ＆ Deep Learning for Recommender Systems。

【第13章】参考了Huifeng Guo在2017年发表的论文DeepFM: A Factorization-Machine based Neural Network for CTR Prediction。

【第14章】参考了Paul Covington在2016年发表的论文Deep Neural Networks for YouTube Recommendations。

另外，书中参考的部分内容未能找到原始出处和作者，在此对相关作者表示衷心感谢。

何娟、何丹、黄春林参与了全书的编写、整理及校对工作。邱泰生、吴德龙对全书提出了宝贵意见。

由于笔者的水平有限，编写时间仓促，书中难免会出现一些错误或者不准确的地方，恳请读者批评指正。读者也可以通过微信公众号“推荐系统算法实践”、邮箱403122592@qq.com和QQ群715526135 联系到我，期待能够得到读者朋友的真挚反馈，在技术之路上互勉共进。

本书在写作的过程中得到了很多朋友及同事的帮助和支持，在此表示衷心感谢！

在工作中笔者也得到了很多同事的指导、支持和帮助，尤其感谢王雪晖、吴俊彦、邱泰生、KUN BAI、吴德龙、江伟森、李钊、吴春成、周远远、林伟兵、黄韬、文双炳，米成锦、郭嘉杰、谢维邦、彭佑辉、钟俊葳、郭鑫鹏、谢毅、陈庆麟、胡荣杰、何锦潮、戴智君、张燕、林也、邱鑫、代锋、骆顺昌、李阳、熊先明、樊鹏等给予的支持与帮助。

感谢电子工业出版社的付睿编辑，她不仅积极策划和推动本书的出版，而且在写作过程中提出了极为详细的改进意见。感谢电子工业出版社的李云静、王中英编辑为本书做了非常辛苦和专业的编辑工作。

感谢我的父母和妻子，有了你们的帮助和支持，我才有时间和精力去完成本书的写作。

最后，将此书献给热爱AI和大数据技术的朋友们！
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第1部分 推荐系统的算法基础


本部分将介绍推荐系统算法实践所需要的基础知识。首先，我们从数学基础知识开始，介绍推荐算法理论中所需要的基础数学，比如，线性代数、概率与统计、损失函数、优化方法以及评价方法。

接下来我们再介绍推荐系统，介绍推荐系统的发展历史以及目前的热门应用领域，然后介绍推荐系统的典型案例，随后介绍推荐系统的基本原理。

最后介绍在推荐算法的实践过程中所需的机器学习平台和效率提升工具，其中机器学习平台包括目前主流的 Sklearn、Spark MLlib 和 TensorFlow，其中效率提升工具包括目前主流的Zeppelin和Jupyter。


第1章 数学基础


推荐算法就是用机器学习算法解决个性化推荐的问题，涉及的方法有线性模型、非线性模型、深度学习模型等。在探讨推荐算法之前，我们需要探讨一些必备的数学知识。首先，我们从线性代数开始，介绍矩阵和向量的计算方法；接下来介绍概率与统计中常见的概率以及分布函数；随后介绍在推荐目标函数中常用的损失函数；然后介绍通用的目标函数的优化方法；最后介绍推荐算法的常用评价方法。


1.1 线性代数


线性代数作为数学的一个分支，广泛应用于机器学习算法中。掌握线性代数对于理解和从事机器学习算法相关工作是很有必要的。因此，在介绍推荐算法之前，我们将集中探讨一些必备的线性代数知识。

1.向量点积（内积）

如果A和B都是n维向量，这样定义点积：




点积的结果是标量。

点积的几何意义是A和B的模乘以二者的夹角余弦函数，如图1-1所示。


图1-1 向量点积



点积的意义就是测量两个向量同向的程度。

此概念来源于解析几何中的内积。向量点积的意义比较重要，在推荐系统中我们可以对物品或者人进行向量化，得到物品或者人的向量，这样就可以计算距离、计算相似的人或者物品，由此还可以进行后面的机器学习优化计算。

2.余弦相似度

通过向量的点积公式可以看出，计算两个向量的点积，其实就是在计算两个向量的相似度，其公式：




余弦相似度的取值范围为[-1,1]，值越大表示越相似。

3.向量叉乘（外积）

两个向量的叉乘又叫向量积、外积、叉积，叉乘的运算结果是一个向量而不是一个标量，并且两个向量的叉乘结果与这两个向量组成的坐标平面垂直。

对于向量a和向量b：

a=（x1
 ,y1
 ,z1
 ）

b=（x2
 ,y2
 ,z2
 ）

a和b的叉乘公式如下：




其中

i=（1,0,0）j=（0,1,0）k=（0,0,1）

根据i、j、k间的关系，有

a×b=（（y1
 z2
 −y2
 z1
 ）,−（x1
 z2
 −x2
 z1
 ）,（x1
 y2
 −x2
 y1
 ））

在三维几何中，向量a和向量b的叉乘结果是一个向量，该向量更为人所熟知的名字是法向量，该向量垂直于a向量和b向量构成的平面。在3D图像学中，叉乘的概念非常有用，可以通过两个向量的叉乘来生成第3个垂直于a、b的法向量，从而构建X、Y、Z坐标系，如图1-2所示。


图1-2 向量叉乘



其中

|a×b|=|a||b|sin θ

根据三角函数公式，|a|sin θ就是a向量垂直于b向量的长度，所以向量叉乘的意义就是测量两个向量的垂直程度。

此概念来源于解析几何中的外积。

4.矩阵乘法

矩阵相乘也就是矩阵的乘法操作，要求左矩阵的列数和右矩阵的行数一致。

M×K维矩阵乘以K×N维矩阵，其结果矩阵大小为M×N。其中，结果矩阵第i行第j列的值等于第1个矩阵第i行的向量1与第2个矩阵第j列的向量2进行点积计算得到的一个标量值，如图1-3所示。


图1-3 矩阵乘法



5.矩阵点乘

矩阵点乘则要求矩阵必须维数相同，即M×N维矩阵点乘M×N维矩阵，其结果矩阵也是M×N维矩阵，其值是两个矩阵中对应位置上各元素相乘的结果。

6.内积/外积

线性代数中的内积和外积概念，需要区别于解析几何中的相关概念。

内积（Inner Product）是向量中对应位置的元素相乘，得到相同维度的向量。

外积（Outer Product），如图1-4所示，就是线性代数中的外积，也就是张量积［注意，与解析几何中的向量外积（Exterior Product）是不同的概念］。


图1-4 外积




1.2 概率与统计


概率论是用于表示不确定性声明（Statement）的数学框架。它不仅提供了量化不确定性的方法，也提供了用于导出新的不确定性声明的公理。在机器学习领域，概率论主要有两种用途。首先，概率法则告诉我们AI如何推理，据此可以设计一些算法来计算或者估算由概率论导出的表达式；其次，可以用概率与统计方法从理论上分析我们提出的AI系统的行为。接下来我们将介绍概率与统计的基本知识。

1.条件概率

设A、B是两个事件，且P（A）>0，称

P（B|A）=P（AB）/P（A）

为在事件A发生的条件下事件B发生的概率。

2.联合概率

多个事件同时发生的概率，联合概率公式

P（AB）=P（A）×P（B|A）

为事件A和事件B同时发生的概率。

3.边缘概率

单个事件的概率被称为边缘概率，如P（A）为事件A的边缘概率，P（B）为事件B的边缘概率。

4.极大似然估计

首先介绍一下极大似然原理。假设有甲、乙两个箱子，甲箱子中有99个白球、1个黑球，乙箱子中有99个黑球、1个白球。在一次实验中取出1个黑球，请问：黑球是从哪个箱子里取出来的？人们的第一印象是，黑球最像从乙箱中取出来的，这个结论符合人们的经验，“最像”就是极大似然之意，这种想法被称为极大似然原理。

极大似然估计是建立在极大似然原理基础上的统计方法，是概率论在统计学中的应用。极大似然估计提供了一种给定观察数据来评估模型参数的方法，即“模型已定，参数未知”。通过若干次实验，观察其结果，利用实验结果得到某个能够使样本出现的概率最大的参数值，则称其为极大似然估计。

由于样本集中的样本都是独立同分布，因此可以只考虑一类样本集D，以及估计参数向量θ。已知的样本集为

D={x1
 ,x2
 ,⋯,xN
 }

似然函数（Likelihood Function）：联合概率密度函数P（D|θ）被称为相对于{x1
 ,x2
 ,⋯,xN
 }的θ的似然函数。




如果[image: ]
 是参数空间中能使似然函数l（θ）最大的θ值，则[image: ]
 应该是“最可能”的参数值，那么它就是θ的极大似然函数估计值。它是样本集的函数，记作
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 被称作极大似然函数估计值。

5.分布函数

常见的分布函数如表1-1所示。


表1-1 常见的分布函数

[image: ]



1.3 损失函数


损失函数（Loss Function）用于估计模型的预测值f（x）与真实值Y的不一致程度，它是一个非负实值函数，通常使用L（Y,f（x））来表示。损失函数越小，模型的健壮性就越好。损失函数是经验风险函数的核心部分，也是结构风险函数的重要组成部分。模型的结构风险函数包括了经验风险项和正则项，通常可以表示成如下这样：




其中，前面的均值函数表示的是经验风险函数，L 代表的是损失函数，后面的Φ是结构风险正则项，整个公式的意义就是我们需要用尽可能少的参数得到最准确的结果。

1.均方损失

最小二乘法是一种线性回归方法，它将回归问题转化为凸优化问题。最小二乘法的基本原则是，最优拟合曲线应该使所有点到回归直线的距离和最小。通常用欧几里得距离进行距离的度量。均方损失的损失函数为




2.log对数损失函数

逻辑回归的损失函数就是对数损失函数，在逻辑回归的推导中，它假设样本服从伯努利分布（0-1分布），然后求得满足该分布的似然函数，接着用对数求极值。逻辑回归并没有求对数似然函数的最大值，而是把极大化当作一个思想，进而推导它的风险函数为最小化的负似然函数。log对数损失函数的标准形式如下：

L（Y|f（X））=−log P（Y|X）

在极大似然估计中，通常的执行步骤都是先取对数再求导，之后找极值点，这样做可方便计算极大似然估计值。损失函数L（Y|f（X））指的是样本X在分类Y的情况下，使概率P（Y|X）达到最大值（利用已知的样本分布，找到最可能导致这种分布的参数值）。

3.指数损失函数

AdaBoost就是指数损失函数。指数损失函数的标准形式如下：

L（Y|f（X））=exp[−yf（x）]


1.4 优化方法


优化问题指的是，给定目标函数L（Y|f（X）），我们需要找到一组参数 X，使得L（Y|f（X））的值最小。常见的优化方法主要包含两类：梯度法和牛顿法。其中梯度法包括梯度下降法（GD）、批量梯度下降法（BGD）、随机梯度下降法（SGD）、动量、Nesterov动量、AdaGrad、Adam等，而牛顿法包括牛顿法、共轭梯度法、有限内存拟牛顿法等。

接下来将简单介绍几个典型优化方法的具体迭代更新过程及其特点（详细推导过程请参考张志华审校的《深度学习》一书中的第8章）。


1.4.1 SGD


随机梯度下降（SGD）在第k次训练迭代的更新：




特点：SGD就是每次迭代计算小批量的梯度，适用于数据量比较大的数据集。由于它每次只对小批量进行梯度更新，因此收敛时比较振荡，容易收敛到局部最优值。


1.4.2 动量


使用动量（Momentum）的梯度下降（SGD）在第k次训练迭代的更新：




特点：动量是模拟物理里的概念，通过积累动量来作为梯度使用。Momentum 项能够在相关方向加速SGD，抑制振荡，从而加快收敛，比如在下降初期，如果下降方向一致，则能够通过v进行加速；而在下降中后期，当局部最小值来回振荡的时候，能够通过v跳出陷阱（因为g趋近0，可以通过v值跳出）。


1.4.3 Nesterov动量


使用Nesterov动量的梯度下降（SGD）在第k次训练迭代的更新：




特点：Nesterov 项在梯度更新时会做一个校正，以避免前进太快，同时提高灵敏度。Momentum项和Nesterov项都是为了使梯度更新更灵活，只是会通过人工指定不同的规则，使对不同情况有比较好的针对性。


1.4.4 AdaGrad


使用AdaGrad算法在第k次训练迭代的更新：




特点：AdaGrad其实是对学习率进行了约束，比如，当前期g较小的时候，正则项较大，能够放大梯度；当后期g较大的时候，正则项较小，能够约束梯度。AdaGrad适合处理稀疏梯度，AdaGrad对全局学习率参数比较敏感。


1.4.5 Adam


使用Adam算法在第k次训练迭代的更新：




特点：Adam算法会通过梯度的一阶矩估计和二阶矩估计动态调整每个参数的学习率。Adam的主要优点在于，经过偏置校正后，每一次迭代学习率都有确定的范围，使得参数值比较平稳。Adam 对内存需求较小，适用于大数据集和高维空间，也适用于大多数非凸优化，是深度学习中比较常用的优化方法。


1.4.6 L-BFGS


目标为[image: ]
 的牛顿法在第k次训练迭代的更新：




Broyden-Fletcher-Goldfarb-Shanno（BFGS）算法和存储受限的BFGS（或L-BFGS）算法是对牛顿法的优化，具体可参考张志华审校的《深度学习》一书中的第8章。

特点：牛顿法的核心思想是“利用函数在当前点的一阶导数及二阶导数，寻找搜寻方向”（梯度下降法只用了当前点的一阶导数信息决定搜索方向）;L-BFGS 算法比较适用于大规模的数值计算，其具备牛顿法收敛速度快的特点，但不需要像牛顿法那样存储 Hessian 矩阵，因此节省了大量的空间及计算资源。


1.4.7 梯度法和牛顿法的比较


梯度法和牛顿法的比较：牛顿法是二阶收敛，梯度法是一阶收敛，所以牛顿法更快，当然牛顿法的计算代价也比梯度法高。

牛顿法的主要缺点如下：其对初始值有一定的要求。在非凸优化问题（如神经网络训练）中，牛顿法很容易陷入鞍点（牛顿法的步长会越来越小），而梯度下降法则很容易逃离鞍点（梯度下降法在靠近最优点时会振荡，这时候可以采用像Adam自适应学习率的方法跳出鞍点），因此在神经网络训练中一般使用梯度下降法（因为高维空间的神经网络中存在大量的鞍点），牛顿法常用于类似逻辑回归的优化方法中。


1.5 评价方法


个性化推荐就是计算出用户对物品的评分排序，对于这个排序结果集的评价是，我们能否把用户想要点击的物品尽可能地排在最前面，这里就要求我们把用户想要点击的物品尽可能多和尽可能准确地排在前面。对于推荐系统，我们常用混淆矩阵和ROC曲线来评价用户的排序结果集。


1.5.1 混淆矩阵


混淆矩阵（Confusion Matrix）是可视化方法，属于监督学习。其主要用于比较分类结果和实际预测值，并可以把分类结果的精度显示在一个混淆矩阵中。

混淆矩阵是除ROC曲线和AUC之外的另一个判断分类好坏程度的方法，如图1-5所示，矩阵的每一列表达了分类器对于样本的类别预测，矩阵的每一行则表达了版本所属的真实类别。

下面首先介绍如下几个概念。

● 真正类（True Positive，简称TP）：实例是正类并且被预测成正类。

● 假正类（False Positive，简称FP）：实例是负类并且被预测成正类。

● 真负类（True Negative，简称TN）：实例是负类并且被预测成负类。

● 假负类（False Negative，简称FN）：实例是正类并且被预测成负类。

● TPR：在所有实际为正类的样本中，被正确地判断为正类的比率。




● FPR：在所有实际为负类的样本中，被错误地判断为正类的比率。





图1-5 混淆矩阵



根据混淆矩阵可以计算以下分类指标：

● 精确率，precision=TP /（TP+FP）

模型判为正的所有样本中有多少是真正的正样本。

● 召回率，recall=TP /P

真正的正样本被预测准确的比例。

● 准确率，accuracy=（TP+TN）/（P+N）

预测正负样本的准确比例。

● 综合评价指标（F-Measure）

P和R指标有时候会出现矛盾的情况，这时就需要对它们进行综合考虑，最常见的方法就是F-Measure（又称为F-Score）。




● F-Measure是precision和recall的加权调和平均数

当参数α=1时，就是最常见的F1
 ，即




可知F1
 综合了P和R的结果，当F1
 较高时则说明实验方法比较有效。


1.5.2 ROC曲线


ROC的全名叫作Receiver Operating Characteristic，其主要分析工具是一个画在二维平面上的曲线——ROC曲线。平面的横坐标是False Positive Rate（FPR），纵坐标是True Positive Rate（TPR）。对某个分类器而言，我们可以根据其在测试样本上的表现得到一个TPR和FPR点对。这样，此分类器就可以映射成ROC平面上的一个点。通过调整这个分类器分类时使用的阈值，我们就可以得到一个经过（0,0）和（1,1）的曲线，这就是此分类器的ROC曲线。一般情况下，这个曲线都应该处于（0,0）和（1,1）连线的上方。如果得到一个位于直线下方的分类器的话，可以将预测结果反向，即分类器输出结果为正类，则最终分类的结果为负类；反之，则为正类。

可以用 ROC 曲线来表示分类器的性能，可是，人们总是希望能有一个数值来衡量分类器的好坏。于是Area Under Roc Curve（AUC）就出现了，AUC的值就是处于ROC曲线下方的那部分面积的大小。通常，AUC的值介于0.5到1.0之间，较大的AUC值代表了较好的性能。

图1-6中有10个正类和10个负类的样本，按照预测值Score降序排列。


图1-6 样本列表



这里选取当前样本的Score值作为阈值进行分类，即预测值Score以上为预测正类，否则为预测负类，然后计算FPR和TPR，这里按照样本的Score降序排列后依次画图。

首先开始画初始点（0,0.0），如图1-7所示。


图1-7 画初始点



然后从第1个样本开始，Score值为0.9，大于或等于0.9以上的Score预测为正样本，否则为负样本，得到FPR=0/10=0和TPR=1/10=0.1，在ROC曲线上画第2个点（0,0.1），如图1-8所示。


图1-8 画第2个点



第2个样本，Score值为0.8，大于或等于0.8以上的Score预测为正样本，否则为负样本，得到FPR=0/10=0和TPR=2/10=0.2，在ROC曲线上画第3个点（0,0.2），如图1-9所示。


图1-9 画第3个点



第3个样本，Score值为0.7，大于或等于0.7以上的Score预测为正样本，否则为负样本，得到FPR=1/10=0.1和TPR=2/10=0.2，在ROC曲线上画第4个点（0.1,0.2），如图1-10所示。


图1-10 画第4个点



第4个样本，Score值为0.6，大于或等于0.6以上的Score预测为正样本，否则为负样本，得到FPR=1/10=0.1和TPR=3/10=0.3，在ROC曲线上画第5个点（0.1,0.3），如图1-11所示。


图1-11 画第5个点



以此类推，把剩下的点全部画完，最终得到如图1-12所示的ROC曲线图。


图1-12 ROC曲线图



ROC曲线最理想的情况就是，按照Score值降序排列样本，TPR值从0开始逐步增加到1.0，而FPR值保持0，意思是前面都是预测为正样本且是正类样本；在TPR为1.0后，后面的FPR从0开始逐步增加到1.0，而TPR保持1.0，意思是后面都是预测为负样本且是负类样本，最终该ROC曲线下的面积就是单位面积1，所以AUC为1。

ROC曲线最糟糕的情况就是，ROC曲线是从0到1的一条直线，意思是FPR和TPR在每次划分时都相等，这时ROC曲线下的面积就是0.5，所以AUC为0.5。


第2章 推荐系统介绍


在讲解推荐算法前，我们先介绍一下推荐系统，以使读者对推荐系统有一个简单的认识。本章首先介绍推荐系统的由来以及推荐系统在学术界和工业界的发展过程，并且介绍推荐系统目前的主流应用领域，然后介绍推荐系统在Amazon、Facebook和YouTube中的典型案例，最后将简单介绍推荐系统的基本原理。


2.1 推荐系统背景


随着信息技术、互联网技术和移动互联网的高速发展，人们从信息匮乏时代进入信息“过载”时代。人们越来越难以从大量的信息中找到自身感兴趣的信息，信息也越来越难展示给可能对它们感兴趣的用户，所以推荐系统应运而生了。推荐系统的任务就是连接用户和信息，以及创造价值。

推荐系统从20世纪90年代开始出现，经过20多年的积累和沉淀，现在已经逐渐成为一门独立的学科，并在学术研究和工业界应用中取得了诸多成果，其主要发展历程如下。

1994年，明尼苏达大学GroupLens研究组推出第一个自动化推荐系统 GroupLens，提出了将协同过滤作为推荐系统的重要技术，这也是最早的自动化协同过滤推荐系统之一。

1995，卡耐基梅隆大学的Robert Armstrong等人在美国人工智能协会上提出了个性化导航系统Web Watcher；斯坦福大学的Marko Balabanovic等人在同一会议上推出了个性化推荐系统LIRA。

1997年，Resnick等人首次提出“推荐系统”（Recommender System,RS）一词，从此“推荐系统”一词被广泛引用，并且推荐系统开始成为一个重要的研究领域。

1998年，亚马逊（Amazon.com）上线了基于物品的协同过滤算法，将推荐系统推向服务千万级用户和处理百万级商品的规模，并产生了质量良好的推荐效果。2003年亚马逊发表论文，公布了基于物品的协同过滤算法，据统计，推荐系统的贡献率在20%~30%。

2001年，IBM公司在其电子商务平台Websphere中增加了个性化功能，以便商家开发个性化电子商务网站。

2003年，Google开创了AdWords盈利模式，通过用户搜索的关键词来提供相关的广告。2007年Google为AdWords添加了个性化元素，通过对用户一段时间内的搜索历史进行记录和分析，据此了解用户的喜好和需求，以便更为精确地呈现相关的广告内容。

2006年，北美在线视频服务提供商Netflix宣布了一项竞赛，任何人只要能够将它现有的电影推荐算法Cinematch的预测准确度提高10%，就能获得100万美元的奖金。该竞赛在学术界和工业界引起了较大的关注，极大地推动了推荐系统的发展。

2007年，雅虎推出了 SmartAds 广告方案。通过对海量的用户信息以及用户搜索、浏览行为进行分析，雅虎可以为用户呈现个性化的横幅广告。

2007年，第一届ACM推荐系统大会在美国举办，这是推荐系统领域的顶级会议，提供了一个重要的国际论坛来展示推荐系统在不同领域的最新研究成果、系统和方法。

2015年，Facebook在官网公布了其推荐系统的原理、性能及使用情况，说明Facebook如何向10亿人推荐物品。

2016年，YouTube发表论文，说明YouTube推荐系统如何从不断增长的视频集中向用户推荐个性化的视频内容。

2016年，Google发表论文，介绍App商店中的推荐系统。

近年来，推荐系统被广泛地应用于电子商务推荐、个性化广告推荐、新闻推荐、App 应用分发推荐等诸多领域，如下所示。

● 电子商务网站，比如亚马逊、淘宝、京东等。

● 电影和视频网站，比如Netflix、YouTube、Hulu等。

●个性化音乐网络电台，比如Spotify、网易云音乐等。

● 社交网络，比如Facebook、微信等。

●个性化阅读，比如Google Reader、Digg等。

●个性化信息流，比如资讯、短视频等。

● 基于位置的服务，比如美团、大众点评等。

●个性化广告，比如Google、百度等。

●个性化邮件。

● App应用市场。


2.2 推荐系统的典型案例


Amazon（亚马逊）是工业界最早开始实践推荐系统的公司，Facebook 和 YouTube 在推荐系统方向也有不少工业级系统和推荐算法的产出，所以这里有必要了解一下工业级推荐系统的实践案例。本节主要介绍Amazon、Facebook和YouTube的推荐系统实例。


2.2.1 Amazon推荐


Amazon为每个用户构建了一个定制化的网上商店。当每个用户浏览Amazon网站时，那些用户感兴趣的商品会被自动展示在眼前，而不太感兴趣的商品则被移开。Amazon 的推荐系统根据用户当前的情况以及浏览、购买等历史记录，从上亿个项目中选出用户可能会喜欢的少量商品。通过推荐系统能产生质量良好的推荐效果，这大大提高了 Amazon 的营业额。据统计，推荐系统的贡献率在20%~30%。在Amazon网站中个性推荐无处不在，其推荐如下所示。

第一，当用户登录Amazon网站时，会看到如图2-1所示的首页推荐，这里它会按照不同的产品类别进行推荐。


图2-1 首页推荐



第二，对经常购买的商品进行组合推荐，如图2-2所示，将健身棒和按摩球一起组合推荐。


图2-2 组合推荐



第三，会根据用户最近的浏览记录进行推荐，如图2-3所示。

第四，会将用户最近看过但未下单的物品再推荐给用户，如图2-4所示。


图2-3 根据浏览记录进行推荐




图2-4 根据浏览但未下单的物品进行推荐



第五，根据长期历史行为进行推荐，如图2-5所示。


图2-5 根据长期历史行为进行推荐



第六，根据相似用户（具有相似购物行为的用户）进行推荐，如图2-6所示。


图2-6 根据相似用户进行推荐



第七，物品的升级或者更新推荐，如图2-7所示。


图2-7 升级或更新推荐



第八，根据购买历史推荐其相关产品，如图2-8所示。


图2-8 购买物品的相关推荐



第九，热销商品推荐。推荐系统会将一段时间内销售比较火爆的商品推荐给用户，如图2-9所示。


图2-9 热销商品推荐



总之，Amazon上的推荐无处不在。


2.2.2 Facebook推荐


Facebook 通过推荐系统可以帮助用户找到他们可能感兴趣的页面、群组、活动、游戏等，比如，采用协同过滤的方法得到相似的人和物品，然后对用户进行推荐，其最佳推荐结果来自具有相似品味的人，如图2-10所示。


图2-10 Facebook推荐



Facebook在推荐系统中的数据集包含了约1000亿个评分、超过10亿名用户以及数百万种物品。Facebook采用了分布式系统来解决大规模推荐问题，具体可以参考Facebook的官方技术文档Recommending items to more than a billion people。


2.2.3 YouTube推荐


YouTube是全球最大的视频分享平台，用户量高达10多亿，每天上传的UGC和PGC都可达百万级别。如何从海量视频中向用户推荐其最感兴趣的视频，以留住老用户，进而吸引新用户？其核心技术就是视频推荐系统。关于YouTube推荐系统的4篇论文，如下所示：

● 2008年发表的Video suggestion and discovery for youtube:taking random walks through the view graph。

● 2010年发表的The YouTube Video Recommendation System。

● 2013年发表的Label Partitioning For Sublinear Ranking。

● 2016年发表的Deep Neural Networks for YouTube Recommendations。

这4篇论文分别介绍了YouTube视频推荐系统，2008年使用了基于用户-视频图的随机遍历算法；2010年升级为基于物品的协同过滤算法；2013年将推荐问题转换成多分类问题，并解决了在神经网络中如何从最后一层输出层中找到概率最大的输出节点的问题；2016年将推荐核心算法升级为深度学习算法。

其中Deep Neural Networks for YouTube Recommendations是一篇学术与工业相结合的论文，非常实用，我们在第14章中会单独进行详细讲解。


2.3 推荐系统原理


如今已经进入一个数据“爆炸”的时代，如何让用户更快地找到想要的数据，如何让用户发现自己潜在的兴趣和需求，这对于各行各业都在互联化的社会是至关重要的。因此，推荐引擎受到了大家越来越多的关注。

推荐引擎与传统搜索引擎不一样的地方就是，用户其实并不清楚自己的需求，或者他们的需求很难用简单的关键词来表述，又或者他们需要更加符合自身口味和喜好的结果，因此就出现了基于用户需求、口味、喜好的信息发现机制的推荐系统。

最简单的推荐系统流程如图2-11所示，构成推荐系统的主要元素如下。

● 物品集合：要推荐物品或内容，例如商品、音乐、广告等。

● 用户：用户的基本信息、用户的行为、用户的兴趣爱好等。

● 场景：用户所处的环境，例如，网络环境、什么时间正在做什么等。

● 推荐引擎：根据用户对物品或者信息的偏好（包括用户对物品的评分、用户查看物品的记录、用户的购买记录等）与用户的画像数据进行拟合，学习得到什么样的用户会喜欢什么样的物品这样一个模型。

● 推荐结果集：这里是一个推荐结果或者一个推荐结果排序集合（见图2-11）。


图2-11 最简单的推荐系统流程



其中推荐引擎中包含3个重要模块。

● 召回模块：根据用户和场景特征，从物品列表（上百万个物品）中挑选用户可能感兴趣的物品，通过多种召回方法进行组合召回，最终得到用户的候选物品集（几百或者上千个物品）。在召回模块中，一般使用简单的特征进行快速查询，比如，根据用户最近点击的物品召回相似物品、根据用户兴趣类目召回物品等。

● 排序模块：针对召回模块的候选物品集进行精排，根据用户的所有标签特征、物品的特征以及交叉组合特征，通过排序模型计算，得到用户对候选物品集的评分。排序模块使用的特征比召回模块复杂，目的是计算用户精确的预测值。

● 后排模块：后排也就是后置排序，在得到用户对候选物品集的评分结果后，如果不进行后排，将会按照评分从高到低下发给用户进行展示。通常这里需要对排序列表进行调整，比如运营干预、优先级调权、指定下发规则等。

召回模型的常见算法如表2-1所示。


表2-1 召回模型的常见算法

[image: ]


排序模型的常见算法如表2-2所示。


表2-2 排序模型的常见算法
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续表
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第3章 推荐算法工具


“工欲善其事，必先利其器。”在推荐算法的开发中，我们常用机器学习工具和效率工具来辅助开发。在机器学习工具中，常用的主流机器学习平台有Sklearn、Spark、TensorFlow；在效率工具Notebook中，常用的主流工具包括Zeppelin Notebook和Jupyter Notebook。

本章主要介绍Sklearn、Spark MLlib、TensorFlow机器学习平台和Zeppelin Notebook、Jupyter Notebook，并介绍各个工具的简要使用说明。


3.1 Python Sklearn机器学习库


Python 是机器学习工作者最常用的语言和平台，Python 可应用于众多领域，如数据分析、图像处理、数值计算和科学计算等。目前业内几乎所有大中型互联网企业都在使用Python。在机器学习领域中，最知名的是Python的Sklearn模块，其自2007年发布以来，已经成为Python最重要的机器学习库了。


3.1.1 Sklearn介绍


Scikit-Learn，也被称为Sklearn，是基于 Python 的机器学习库，可以方便地进行机器学习算法的实施，包括分类、回归、聚类、降维、模型选择和预处理等数据挖掘的相关算法。

其官方文档可以在Google或者GitHub上搜索关键字Scikit-Learn查找得到。

Sklearn库的结构如图3-1所示。

在此可以看到库的算法主要有4类：分类、回归、聚类和降维。

● 常用的回归算法：线性、决策树、SVM、KNN；集成回归算法：随机森林、AdaBoost、GradientBoosting、Bagging、ExtraTrees。

● 常用的分类算法：线性、决策树、SVM、KNN、朴素贝叶斯；集成分类算法：随机森林、AdaBoost、GradientBoosting、Bagging、ExtraTrees。

● 常用的聚类算法：K均值（K-means）、层次聚类（Hierarchical Clustering）、DBSCAN。

● 常用的降维算法：LDA、PC。


图3-1 Sklearn库的结构




3.1.2 Sklearn建模流程


在Sklearn中进行机器学习的步骤如下。

1）数据集：机器学习的第一步就是获取数据。其中Sklearn提供了一些数据集，主要有两部分，一是网上公开的常用数据集，可以通过对应方法加载；二是Sklearn可以生成的数据，可以用来生成你设定的数据（设定规模、噪声等）。Sklearn还提供了读取数据的方法。

例如，读取LibSvm格式的数据：




2）数据预处理：数据预处理包括降维、数据归一化、特征提取和特征转换（OneHot）等，其在Sklearn中有很多方法，具体可查看API。

例如，对数据集归一化：




3）选择模型并训练：Sklearn里面有很多机器学习方法，可以查看API找到你需要的方法，Sklearn统一了所有模型调用的API，使用起来非常简单。

例如，建立逻辑回归模型：




4）模型评分。

①模型的Score方法：最简单的模型评估方法是调用模型自己的方法。

②Sklearn的指标函数：比如metrics库提供了很多计算方法，常用的有classification_report、auc等。

③Sklearn也支持自己开发评价方法。

例如，计算AUC：




5）模型的保存与恢复：模型的保存与恢复可以采用Python的pickle，也可以采用joblib方法。

例如，模型保存：





3.2 Spark MLlib机器学习库


Spark是一种通用的大数据计算框架，它基于内存进行计算，从而速度可以达到MapReduce、Hive的数倍甚至数十倍。现在已经有很多大公司在生产环境下深度使用Spark作为大数据计算框架。MLlib是Spark的机器学习组件，常用于机器学习相关的任务中。


3.2.1 MLlib介绍


MLlib是Spark的机器学习（Machine Learning）库，旨在简化机器学习的工程实践工作，并方便扩展到更大规模。MLlib 由一些常用的机器学习算法和工具组成，包括分类、回归、聚类、协同过滤、降维等。

其官方说明文档可以在Google上搜索关键字Spark MLlib查找得到。

具体来说，其主要包括以下几方面内容。

● 算法工具：常用的学习算法，如分类、回归、聚类和协同过滤。

● 特征处理：特征提取、转化、降维和特征选择。

● 管道（Pipeline）：用于构建、评估和调整机器学习管道的工具。

● 持久性：保存和加载算法、模型和管道。

● 实用工具：线性代数、统计、数据处理等工具。

Spark机器学习库分为如下两个包。

● spark.mllib：包含基于RDD的原始算法API。Spark MLlib的历史已经比较长了，在Spark 1.0以前的版本中就已经包含了该组件，提供的算法实现均基于原始的RDD。

● spark.ml则提供了基于DataFrames的高层次API，可以用来构建机器学习管道（Pipeline）。ML Pipeline弥补了MLlib库的不足，向用户提供了一个基于DataFrame的机器学习管道的API套件。

使用ML Pipeline API可以很方便地把数据处理、特征转换、正则化，以及多个机器学习算法联合起来，构建一个单一、完整的机器学习管道。这种方式给我们提供了更灵活的方法，更符合机器学习过程的特点，也更容易从其他语言迁移。Spark官方推荐使用spark.ml。从Spark 2.0开始，基于RDD的API进入维护模式（即不增加任何新特性），并预期于Spark 3.0版本的时候将其移除出MLlib。

Spark在机器学习方面的发展非常快，目前已经支持主流的统计和机器学习算法。MLlib目前支持4种常见的机器学习问题：分类、回归、聚类、推荐和关联规则。图3-2列出了目前MLlib支持的主要机器学习算法。


图3-2 目前MLlib支持的主要机器学习算法




3.2.2 MLlib建模流程


在Spark中进行机器学习的步骤如下。

1）数据集：目前数据集支持的格式为DataFrame或者RDD，需要通过读取文件或者SQL语句生成数据集。

例如，读取Hive数据：




例如，读取csv文件：




2）数据预处理：读者可以参照特征抽取、转化和选择API，还可以通过自定义一些数据处理方法进行处理。

例如，对离散特征进行索引编号：




3）选择模型并训练：Spark里面有很多机器学习方法，可以通过API查询需要的方法，Spark统一了所有的模型调用API，使用起来非常简单。

例如，建立一个逻辑回归模型：




4）模型评分：通过调用模型的自带方法，或者调用evaluation库中的相关方法实现，比如BinaryClassificationMetrics。

例如，调用模型摘要，获取模型的评分指标数据：




例如，调用evaluation库计算指标：
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